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基于 LSTM-Transformer-SHAP模型的 

联合循环机组余热锅炉异常检测诊断研究 

王一丰，肖俊峰，胡孟起，夏  林，连小龙 
（西安热工研究院有限公司，陕西  西安  710054） 

［摘 要］【目的】随可再生能源占比提高，联合循环机组频繁调峰。由于余热锅炉换热具有强非线

性和时滞特性，传统方法难以实现早期故障监测。为此，本文提出基于数据驱动的“LSTM-

Transformer-SHAP”融合模型，实现余热锅炉动态异常检测与前馈优化。【方法】基于某

F 级机组约 12 万组运行数据，首先采用 LSTM 模型精准预测汽机功率、烟气热量及蒸汽

热量，获取时序偏差特征；其次引入算法辨识时序异常，结合 STL 残差分解判别异常类

型；依托随机森林耦合 SHAP 框架交叉验证，定位高贡献度根源参数；最终制定早期故障

优化治理策略。【结果】LSTM 模型对烟气热量、蒸汽热量的预测 MAPE 分别为 2.0%、

1.2%，汽机功率与蒸汽温度预测 MAPE 分别为 1.5%、0.3%；随机森林诊断 MAPE 仅为

0.21%。经性能异常前馈优化后，机组稳态工况下再热蒸汽温度、高压主蒸汽温度分别平均

提升 2.30、4.68 ℃，蒸汽循环出力提升 2.96 MW。【结论】该模型构建了预测、诊断、溯

源至优化的完整闭环，预警能力优于传统阈值报警方法。该前馈优化方法可有效抑制机组

性能衰减，显著提升调峰工况下机组运行的安全性与经济性。 

［关 键 词］联合循环电厂；调峰运行；长短期记忆网络；SHAP 分析；随机森林；异常诊断 
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Research on anomaly detection and diagnosis of the heat recovery steam generator  

of a combined cycle unit based on LSTM-Transformer-SHAP model 

Wang Yifeng, Xiao Junfeng, Hu Mengqi, Xia Lin, Lian Xiaolong 

(Xi’an Thermal Power Research Institute Co., Ltd., Xi’an 710054, China) 

Abstract: [Objective] With the increasing penetration of renewable energy, combined cycle power units are 

frequently operated for grid peak shaving. Affected by the strong nonlinearity and time-delay characteristics of the 

heat exchange process in heat recovery steam generators (HRSG), traditional monitoring methods hardly support 

early fault detection of HRSG units. Accordingly, this paper proposes a data-driven hybrid model of LSTM-

Transformer-SHAP to realize dynamic anomaly detection and feedforward optimization for HRSG operational 

conditions. [Methods] Based on approximately 120 000 groups of operating data collected from an F-class combined 

cycle unit, the modeling and verification procedures are carried out. Firstly, an LSTM model is adopted to accurately 

predict turbine power, flue gas heat and steam heat, and obtain time-series deviation features. Secondly, an attention-

based encoder-decoder reconstruction algorithm is applied to identify temporal anomalies, and STL decomposition 

is used to distinguish different anomaly types via residual analysis. Furthermore, the random forest algorithm 

combined with the SHAP framework is employed for cross-verification and high-contribution parameter tracing. 

Finally, targeted optimization strategies for early fault suppression are formulated. [Results] The MAPE values of 
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the LSTM model for flue gas heat and steam heat prediction are 2.0% and 1.2%, respectively, while the MAPE 

values for turbine power and steam temperature prediction are 1.5% and 0.3%. The random forest diagnosis model 

achieves a MAPE of only 0.21%. After feedforward optimization of HRSG performance anomalies, under steady-

state conditions, the average reheat steam temperature and main steam temperature increase by 2.30 ℃ and 4.68 ℃, 

and the steam cycle output increases by 2.96 MW. [Conclusion] The proposed model establishes a complete closed-

loop framework covering prediction, diagnosis, tracing and optimization, which realizes earlier warning than 

traditional threshold alarm methods. The proposed feedforward optimization strategy can effectively restrain unit 

performance degradation and improve the operational safety and economy of combined cycle units under peak 

shaving conditions. 

Key words: combined cycle power plant; peak load operation; long short-term memory network; SHAP analysis; 

random forest; anomaly diagnosis 

近年来随可再生能源占比持续提高，联合循环

电厂（CCPP）需频繁参与电网调峰。机组负荷指令

是电网调度的集中体现，电厂所有子系统的运行需

围绕负荷指令进行协同调整。因此，在健康状态下

负荷指令与关键状态参数之间存在稳定的映射关

系且强相关[1]。健康状态下，联合循环机组负荷决

定了燃气轮机和蒸汽轮机需要发出的总功率，进而

决定了燃料量、给水量等一系列关键操作参数。然

而，燃气轮机烟气与余热锅炉侧工质热交换流程的

强非线性、设备热惯性、参数响应滞后特性，导致

其运行易偏离健康状态，难以全面实现可靠的实时

测量或早期预测，传统监控方法在性能劣化和设备

老化的故障监测暴露出局限性。目前，数据驱动机

器学习技术为解决以上问题提供了有效途径：机器

学习模型在健康状态下保持内部平衡关系，一旦某

部件发生故障（如换热管微漏、阀门卡涩、传感器

漂移），内在的平衡就会被打破从而预警。多变量时

序机器学习算法能捕捉机组运行数据的长期依赖

模式，输出异常标注特征值后，再输入强解释性的

传统机器学习算法中进行判定，往往能取得更佳诊

断效果和泛化能力。 

国内外学者已开展了利用环境参数和背压预

测 CCPP 整体功率的研究，模型预测的准确度较高。

Chen 等人[2]基于 CCPP 的 2 年历史数据使用多种机

器学习算法优化辅助设备的控制。Anđelić 等人[3]使

用随机超参数搜索方法（RHVS）预测了 CCPP 功

率和效率。Zhang 等人[4]使用了支持向量回归等机

器学习算法模型预测联合 CCPP 功率。Aslan 等人[5]

使用深度神经网络（DNN）模型预测 CCPP 功率受

海水温度变化影响。Arferiandi 等人[6]、Xezonakis 等

人[7]、Zhao 等人[8]、Saleel 等人[9]使用人工神经网络

（ANN）模型预测 CCPP 发电功率。Pachauri 等人[10]

使用支持向量回归（SVR）和决策树（DT）预测 CCPP

功率。Adeel 等人[11]使用反向传播神经网络预测

CCPP 功率。Qu 等人[12]使用随机森林算法和堆叠集

成超参数优化方法预测 CCPP 功率。Yi 等人[13]基于

Transformer 和 DNN 预测 CCPP 功率。Wang 等人[14]

采用 DNN 和长短期记忆网络（LSTM）等算法预测

CCPP 效率。Danish 等人[15]使用逻辑回归等算法预

测 CCPP 功率。Siddiqui 等人[16]使用 K-Nearest 等 5 种

机器学习算法预测 CCPP 功率。Santarisi 等人[17]利

用山脊回归（Ridge Regression）等算法预测 CCPP

功率。García 等人[18]使用多元自适应回归（MARS）

计算 CCPP 功率。 

目前也有很多燃气轮机或余热锅炉性能状态

监测的模型研究。谢岳生等[19]使用人工神经网络算

法进行燃气轮机压气机典型故障预警。李永华等[20]

采用多层感知机（MLP）、极致梯度提升（XGBoost）

等建立燃气轮机性能劣化模型。国洪立等[21]使用主

成分分析（PCA）和 LSTM 建立余热锅炉蒸汽温度

和压力预测模型。李杨等[22]建立了 PCA 结合最小

二乘支持向量机（LSSVM）预测余热锅炉效率。华

心果等[23]使用 SVR 模型分析环境温度和负荷对余

热锅炉效率的影响。随明鑫等[24]基于双群体学习改

进粒子群优化算法（TSL-IPSO）建立 CCPP 机组负

荷辨识模型。黄忠胜等[25]利用退火粒子群优化（SA-

PSO）方法诊断燃气轮机气路故障。 

综上，虽然已有大量关于联合循环机组状态监

测的机器学习模型研究，但大部分模型仅进行了机

组运行性能预测研究，缺少针对多参数时序运行数

据的状态异常诊断分析。已有的故障诊断模型由于

没有合理选取输入和目标参数，不足以判别异常、

劣化和误差，存在训练成本较高、泛化能力较差等

问题，导致工程应用不便。因此目前仍缺少“预测

→诊断→溯源→验证→优化”完整闭环的早期故

障检测诊断模型。为解决以上问题，提出基于数据

驱动的 LSTM-Transformer-SHAP 融合模型的余热

锅炉异常检测诊断与性能优化框架。 



第 10 期 王一丰 等 基于 LSTM-Transformer-SHAP 模型的联合循环机组余热锅炉异常检测诊断研究 201  

http://rlfd.cbpt.cnki.net 

1 研究方法 

1.1 模型构建和数据处理 

以国内某电厂 1 台 F 级燃气轮机联合循环机

组为例，该调峰机组以“早启晚停”方式运行，单

机满载发电 400 MW，联合循环效率达 59%，联合

循环额定功率 467.3 MW。从数据库调取机组在

2022 年 6 月—2023 年 6 月期间（采样频率为 1 min）

共计约 12 万组历史运行数据（包括运行和启停），

所有采集的数据都经过了分钟级滑动平均滤波器

的降噪清洗。机器学习模型将数据集按时序 6:3:3

的比例划分为训练集（2022 年 6 月—2022 年 12 月）、

验证集（2023 年 1 月—2023 年 3 月）和测试集   

（2023 年 4 月—2023 年 6 月）。余热锅炉的运行数

据样本集由炉侧约 200 测点优选和演算获得[26-27]，

并根据 NIST REFPROP 和 IAPWS-IF97 标准计算

烟气和蒸汽的热量。参数见表 1。 

表 1 联合循环余热锅炉机组参数 

Tab.1 Parameters of the HRSG in the CCPP 

 项目 数值 项目 数值 

额 

定 

工 

况 

环境温度/℃ 15.00 环境湿度/% 60.0 

环境压力/kPa 101.33 机组功率/MW 467.3 

排烟平均温度/℃ 596.50 燃气流量/(t·h–1) 2 617.7 

烟囱出口 O2体积分数/% 13.8 烟囱出口烟气温度/℃ 95.3 

高压主蒸汽流量/(t·h–1) 310.9 高压主蒸汽压力/MPa 11.30 

高压主蒸汽温度/℃ 567.8 再热蒸汽温度/℃ 568.00 

再热蒸汽压力/MPa 3.80 中压蒸汽流量/(t·h–1) 54.2 

低压蒸汽流量/(t·h–1) 49.1 低压蒸汽温度/℃ 319.7 

低压蒸汽压力/MPa 0.98 凝汽器真空/kPa 7.87 

实 

测 

最 

大 

出 

力 

工 

况 

环境温度/℃ 9.85 环境湿度/% 58.9 

IGV 位置/% 82.8 机组功率/MW 458.2 

燃机功率/MW 317.7 汽机负荷/MW 142.4 

排烟平均温度/℃ 592.30 燃气流量/(t·h–1) 2 359.3 

烟囱出口烟气湿度/% 7.3 烟囱出口 O2体积分数/% 12.9 

烟囱出口烟气温度/℃ 99.40 高压主蒸汽流量/(t·h–1) 300.3 

高压主蒸汽压力/MPa 10.20 高压主蒸汽温度/℃ 567.80 

再热蒸汽温度/℃ 566.90 再热器蒸汽压力/MPa 3.00 

中压蒸汽流量/(t·h–1) 60.1 低压蒸汽流量/(t·h–1) 59.4 

低压蒸汽温度/℃ 308.70 低压蒸汽压力/MPa 0.70 

高压减温水流量/(t·h–1) 7.2 再热减温水流量/(t·h–1) 0.8 

凝汽器真空/kPa 7.45 供热流量/(t·h–1) 10.8 

1.2 LSTM-Transformer-SHAP 模型搭建 

1.2.1 长短时记忆网络预测算法 

LSTM 预测模型门控机制（输入门、遗忘门、

输出门）能有效捕捉时间序列多参数的长期依赖关

系，记忆细胞机制适合分析参数变化的时滞效应。

既能跟踪负荷动态变化指令，又能训练长期的性能

趋势，在中小型数据集上运算成本较低。 

1）遗忘门控制历史信息的保留程度，适应系统

动态变化，模拟了热力系统的惯性特性。 

f 1 f( [ , ] )t t tf W h x b              (1) 

式中：ht–1 为前一时刻隐藏状态，表征历史运行记

忆；xt为当前输入运行指令与边界条件；Wf和 bf为

训练的权重和偏置参数；为 Sigmoid 函数，将输出

值压缩到(0, 1)区间；ft 为遗忘门控信号，值越接近

0 表示遗忘越多，越接近 1 表示保留越多。 

2）细胞状态更新机组性能系统的长期记忆。 

1t t t t tC f C i C           (2) 

式中：Ct–1 为前一时刻细胞状态；Ct 为当前时刻细

胞状态； 为哈达玛积逐元素相乘；it 为输入门控

信号，控制信息的纳入比例；
tC 为候选细胞状态。 

1.2.2 Transformer 异常监测算法 

Transformer 无监督算法通过 Autoencoder 重构

和 Attention 注意力机制，从时序数据依赖关系中识

别异常模式，可以从机器学习预测值和实际值的偏

差中全局理解并匹配异常点。和常规异常检测算法

相比（如 Isolation Forest、Hotelling、Z-score 等），

Transformer 编码器检测到的异常更加全面，训练学

习的时序特征包括：趋势特征（上升、下降、平稳）、

季节特征（周期性）、统计特征（均值、方差、自相

关性）、动态特征（变化速率、波动）。 

用注意力机制实现 Autoencoder 中的编码器和

解码器，以异常点与正常点的比例为统计阈值： 

T

k

Attention( , , ) softmax
QK

Q K V V
d

 
  

 
 

     (3) 

式中：Q 为当前待诊断的偏差序列矩阵；K 为键矩

阵，为历史数据库中的偏差序列；V 是机组整体负

荷实测值作为历史运行水平诊断标签；QKT为当前

序列与历史所有序列的相似度； kd 为缩放因子；

softmax 为归一化函数，将相似度转化为权重。 

1.2.3 随机森林异常解释算法 

标注可疑异常点后，为了快速诊断实时数据中

的异常，需要擅长解释参数间相关性且运算速度更

快的机器学习模型。因此评估随机森林、XGBoost、

SVR、和线性回归在测试数据集上的预测结果。其

中，随机森林通过构建多决策树擅长处理特征之间

的交互作用，根据特征标注自动捕捉潜在的短期依

赖关系且不易过拟合。 
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1）基尼不纯度（Gini）衡量算法 

2

1

Gini( ) 1
z

i

i

D p


           (4) 

式中：D 为输入数据集；z 为布尔型人工标记（“正

常”为 0，“异常”为 1）；pi 为输入数据集的样本

比例；Gini(D)为基尼不纯度计算函数，值越小表示

数据越“纯”，对应数据集类别混杂程度越低 

2）基尼增益（Gini gain，GG）能评估使用某个

特征f进行数据划分所能带来的不纯度下降程度，能

定位对当前异常贡献最大的根源参数。 

1

| |
GG( , ) Gini( ) Gini( )

| |

V
v

v

v

D
D f D D

D

      (5) 

式中：f 为待评估的输入参数特征；v 和 V 为特征 f

的取值数目；|D|和|Dv|分别为父、子数据集的样本

量；增益值越大表示子节点的纯度提升越大。 

1.2.4 SHAP 量化贡献度算法 

随机森林模型自带的特征重要性中，正相关与

负相关和特征间交互影响未知。因此结合 SHAP 可

解释性解析模型，能获取多参数特征对预测结果的

贡献。每个特征的 SHAP 值表示该特征将预测值从

训练样本的基准值向最优水平的加权平均推动量。 

{ }

| | !(| | | | 1)!
 [ ( ) val( )]

|
al

!
v

|
i

S F i

S F S
S i S

F




 
    (6) 

1

1
( )

N

i i i

i

I x
N




               (7) 

式中：F 为全部特征的集合；S 为特征子集；val(S)

为模型对样本 xi 的预测值； val( )S i 为加入特征 i

后的预测值； { }S F i 表示遍历所有特征子集的边

际贡献；i 为特征 i 的 SHAP 值；Ii是特征 i 的全局

SHAP 力值；N 是数据集总样本数量。 

ctrl

total ,

1

[ ( )]
T

i t

t i

P E f x



 

         (8) 

式中：Ptotal为时间窗口 T 内目标值（机组整体功率、

主蒸汽温度等）的累积模型预测量；ctrl 是可调控

特征集合；E[f(x)]代表无特征偏移时机组标准基准

健康状态。 

1.2.5 STL 偏差分解与不确定度分析模型 

机组健康预测指标经过 STL 分解，不确定性的

长期期望消除公式如下： 

unctrl,

1

1
lim 0

T

t
T

tT





           (9) 

actual ( ) ( ) ( ) ( )P t T t S t R t           (10) 

式中：Pactual为真实目标值与预测量的偏差；T(t)为

趋势项，反映了设备健康状况和整体性能水平，是

由可调控参数（如燃料热值异常、余热锅炉结垢、

汽轮机通流效率下降）偏离健康值引起的系统性偏

差；S(t)为季节项，表示目标值展现出具有一定规律

的偏差（如每日调峰时段部分负荷下目标值偏离最

优）；而 R(t)为残差项，代表随机波动和噪声： 

unctrl, noise,( ) t tR t            (11) 

式中：unctrl,t 为由不可控因素（如启停过程中震荡）

引起的随机波动；noise,t 为噪声（测量误差以及计算

误差）。季节项 S(t)具有固定规律且偏差较小，因此

消除季节项后参数水平基本不变。反映性能衰减的

趋势项 T(t)经过优化，如果趋势从下降逆转为平稳

或上升，即证明系统通过参数优化可以遏制性能衰

减。残差项 R(t)中unctrl,t 值一般是可以被排除的单点

异常，而噪声noise,t 的消除则需运用更大数据集和更

多运算资源。 

1.3 建模步骤 

模型计算流程如图 1 所示分 3 步。 

 

图 1 余热锅炉运行状态预测诊断模型逻辑框图 

Fig.1 Logistic chart of prediction and diagnosis model for 

operating status of heat recovery steam generators  

1.3.1 LSTM 预测模型架构 

LSTM 模型以环境温度、湿度、压力、IGV 开

度及机组负荷为输入参数，训练并预测余热锅炉入

口烟气热量；利用余热锅炉入口烟气流量、温度、 
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含氧量以及凝汽器压力历史数据作为输入，训练并

预测汽轮机功率；利用余热锅炉入口烟气流量、温

度，以及高、中、低压给水的压力和流量历史数据

输入，训练并预测出口蒸汽温度。LSTM 模型最终

对以上目标参数分别计算预测值和实际值的偏差

量，获取机组劣化值的时序数据。 

1.3.2 Transformer 诊断模型架构 

无监督时序重构网络将时间序列映射为高维

的待诊断的偏差序列矩阵，构建编码器-解码器

（Encoder-Decoder）架构，在编码器内部引入缩放

点积注意力机制（Scaled Dot-Product Attention，属

于 Transformer 基础注意力算法）。再经过 Softmax

函数归一化计算当前偏差序列矩阵与历史正常运

行序列矩阵之间的相似度权重；对于异常序列，网

络将无法准确重构。 

1.3.3 SHAP 模拟优化模型架构 

针对识别出的布尔型异常数据，输入随机森林

模型交叉验证算法，耦合 SHAP 归因并量化各参数

的贡献度，找到导致异常的根源。对比异常点的趋

势项优化前后性能参数，计算全局不确定度的变化

量。基于诊断溯源结果给出优化操作指令，如调整

给水分配或减温水流量等。模型由 Python 语言编

译，每次运算基于固定的随机种子并清除缓存避免

泄露。LSTM 模型迭代层数（Epoch）为 10，单次

传递给程序用于训练的数据个数（batch size）为 32；

Transformer 模型的异常点比例设定为 5%，Epoch 为

15，batch size 为 32；随机森林模型的超参数选取采

用网格搜索交叉算法（GridsearchCV）进行优化。

2023 年上半年烟气、蒸汽和减温水参数的“验证集+

测试集”运行曲线如图 2 所示。 
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图 2 余热锅炉蒸汽参数运行数据曲线  

Fig.2 Operating data curves of steam parameters of the HRSG 

2 模型计算结果与分析 

2.1 LSTM-Transformer 预测-检测模型结果 

烟气热量作为燃气轮机输出的能量，将机组负

荷指令和环境因素的季节性变化传递给余热锅炉

并影响其运行。蒸汽轮机和燃气轮机的气电功率分

配算法由供应商控制，其内部逻辑不公开，致使汽

轮机实际输出功率存在不确定性，但只要输入余热

锅炉的烟气热量与机组整体调度需求相符，同时汽

轮机功率和机组整体负荷变化趋势一致，则机器学

习模型的结果就有效。因此将汽轮机功率与健康值

偏差量作为系统级性能预警指标，把蒸汽参数与健

康值偏差量作为二级预警指标。 

 

2.1.1 蒸汽循环出力分析 

图 3 为 LSTM 模型的余热锅炉入口烟气热量预

测值和实际值的时序对比。由图 3 可知，烟气热量

实际值和预测值平均绝对百分比误差（MAPE）为

2.0%，模型预测烟气热量平均运算时间约为 7 min。

图 4 为 LSTM 模型的汽轮机功率预测值和实际值的

时序对比、偏差和误差损失。由图4可以看出，LSTM

预测模型误差损失随着迭代次数增加而减小，汽轮

机功率出现持续偏差的异常点集中在±10 MW；汽

轮机功率预测值的 MAPE 为 1.5%，模型预测汽轮

机功率平均运算时间约为 10 min。验证 LSTM 模型

预测准确度后，下一小节在近 2 个月数据的基础上

用模型诊断异常。 

       

图 3 余热锅炉入口烟气热量运行数据验证集的预测值和实际值 

Fig.3 Predicted and actual values of the heat operation data validation set of the gas at inlet of the HRSG 
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图 4 汽轮机功率运行数据验证集的预测值和实际值 

Fig.4 Predicted and actual values for the validation set of steam turbine power operating data 

2.1.2 蒸汽循环性能分析 

由于影响蒸汽循环出力的因素既可能是蒸汽

参数，也可能是汽轮机性能偏离，因此需要对余热

锅炉换热性能进行分析。图 5 为 LSTM 模型的再热

蒸汽热量预测值和实际值的对比，图 5 中左侧为验

证集数据，右侧为测试集数据。由图 5 可见，在稳 

态和变负荷工况下，LSTM 模型预测准确度均很高，

MAPE 为 1.2%且相对偏差的最大值没有超过 5%，模

型预测再热蒸汽热量的平均运算时间约为 15 min。 

图 6 为再热蒸汽温度的预测值和实际值的偏差曲线

和频次分布曲线。由图 6 可以看出，MAPE 为 0.3%

且相对偏差的最大值小于 2.5%。 

 

图 5 再热蒸汽热量数据验证集和测试集预测值和实际值对比 

Fig.5 Comparison of predicted and actual values for the superheated steam heat data validation set and test set 

 

图 6 再热蒸汽温度测试集预测值和实际值的偏差和频次分布曲线 

Fig.6 The curve of deviation between actual and prediction of the reheat steam temperature test set over time and the 

frequency distribution 

图 7 为在再热蒸汽温度与健康状态偏差曲线的

基础上，用 Transformer 模型重构出的异常点，经过

STL 分解出趋势项后可用于早期故障检测。由图 7

可见，在 2023 年 3 月到 5 月这段时间内，蒸汽温
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度与健康值偏差的趋势项在健康状态上下频繁摆

动，有多处汽温持续偏离健康状态，即正、负异常，

超温和欠温均会对设备的安全和能效产生负面影

响。再热蒸汽温度偏差分解出的残差项分为幅度较

小和幅度较大的单点异常，幅度较大的异常是不可

控波动unctrl,t，而幅度较小的异常是噪声noise,t。此外，

季节项偏差的幅度最小，不会直接导致性能异常。 

综上所述，由于缺乏真实故障数据对发电机组

的多参数时序异常检测方法的验证，机器学习对目

标参数预测的效果解读存在两面性：一方面 LSTM

预测模型的准确度越低，说明再热蒸汽温度运行的

健康状态和异常状态的区分较明显；另一方面

Transformer 编码器又要从运行数据与健康状态的

偏差中提取丰富的时序特征，才能准确剥离并诊断

出异常点。因此将 Transformer 模型结果的异常工

况点标记为 1，健康工况点人工标记为 0，并将该布

尔型数据输入随机森林-SHAP 模型，分析汽轮机出

力和蒸汽温度偏离健康状态趋势项的原因。

 

图 7 再热蒸汽温度偏离健康状态偏差的 STL 分解图和重构异常 

Fig.7 STL decoupling diagram of the reheat steam temperature deviation from healthy state and reconstructed anomalies 

2.2 随机森林-SHAP 诊断-归因模型结果 

余热锅炉主蒸汽温度与入口烟气温度强耦合，

实际运行温差通常较小，导致模型对烟气逐级换热

过程的故障不敏感，仅分析不同负荷下的蒸汽温度

无法有效捕捉烟气下游故障，为此，利用传统机器

学习模型结合 SHAP 算法对余热锅炉各蒸汽参数间

的耦合关系进行交叉验证，有效识别故障信息。 

2.2.1 模型准确度验证 

图 8 为余热锅炉多参数相关性分析。排除冗余

参数后筛选出了相关性最强的 9 个参数，按照相关 

性排序，前 3 项分别是余热锅炉入口烟气流量、再

热蒸汽流量和低压蒸汽流量。图 9 对比了 5 种机器

学习方法在分析再热汽温异常贡献度时参数交叉

验证中的准确度。经对比，随机森林模型的平均绝

对误差（MAE）和均方根误差（RMSE）均最低，

分别是 1.2 ℃和 4.9 ℃左右，MAPE 仅为 0.21%，平

均运算时间约为 1 min。极限梯度提升模型的性能

紧随其后，支持向量回归和线性回归模型表现相对

较差。因此，选取随机森林模型并利用 SHAP 方法

对余热锅炉各参数的贡献度进行评估，以识别贡献
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度最大的关键变量。 

 

图 8 余热锅炉多参数随机森林交叉验证相关性分析 

Fig.8 Cross-correlation analysis of multiple parameters in 

heat recovery steam generators via random forests 

 

 

图 9 机器学习模型的计算误差 

Fig.9 Errors in machine learning model calculations 

2.2.2 多参数贡献度分析 

SHAP 模型通过交叉检验目标参数异常值和

相关参数的关联性，结合目标参数值从健康值到异

常值的全局确定性变化规律，验证其优化空间。蒸

汽参数标准化特征值往 0 的方向判定为剔除异常，

往 1 的方向判定为激化异常。图 10 为对蒸汽循环

出力异常的 SHAP 力值和聚合贡献度。从图 10a)的

SHAP 力值大小分布来看，贡献度最大的前 5 个参

数分别为高压蒸汽温度、再热蒸汽温度、再热蒸汽

压力、低压蒸汽温度和低压蒸汽流量，而且在蒸汽

出力异常中的贡献均是激化作用。由图 10a)的

SHAP 力值的正负可见，除高压蒸汽压力和再热蒸

汽流量外，蒸汽参数的力值均是红色箭头向右，说

明主要参数的异常会显著提高机组出力异常的概

率。从图 10b)的聚合贡献度可见，红色和蓝色分别

代表蒸汽参数比健康值高和低，说明在不同的机组

运行负荷下，蒸汽循环出力均未达到健康水平。 

 

 

图 10 蒸汽循环出力 SHAP 力图和全局贡献度分析 

Fig.10 Anomalies of steam cycle power output SHAP force 

plot and contribution analysis chart 

图 11 为对再热蒸汽温度异常贡献度最大的参

数。从图 11a)的 SHAP 力值大小分布来看，前 5 个

分别为中压给水流量、高压给水流量、低压给水压
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力、中压给水压力和高压给水压力。从 SHAP 力值

的正负来看，贡献度最大的 8 个参数在再热汽温异

常中起到的贡献都是激化作用。从图 11a)中可见，

纵坐标给水参数与健康水平的偏差值都是负数，给

水压力和流量小于预测的健康值。从图 11b)的聚合

贡献度可见，在不同的机组运行负荷水平下，再热

蒸汽温度均未达到健康水平。需要特别指出再热减

温水流量变化对目标值异常的影响很小，是因为减

温水调节系统受温限控制的反馈被动变化。而烟气

温度和烟气流量对异常的贡献属于季节项，优化系

统并不能对其做前馈控制调整。 

 

 

图 11 再热汽温异常 SHAP 力图和全局贡献度分析 

Fig.11 Anomalies of reheat steam temperatures SHAP force 

plot and contribution analysis chart 

2.3 可控参数优化效果预估分析 

再热蒸汽温度在进行前馈优化剔除异常点

前，与机器学习模型根据训练集历史数据预测的

健康值的平均偏差为–1.54 ℃。从测试集数据中将

Transformer 趋势项异常点更新为 LSTM 预测的健

康数据，再热蒸汽温度与预测健康值的平均偏差为

–0.18 ℃。因此，将异常偏离预测值的早期故障点消

除后，预估再热蒸汽温度平均升高 1.36 ℃；基于稳

态工况筛选后的数据计算结果显示再热蒸汽温度

平均升高 2.30 ℃。同理，将异常偏离预测值的早期

故障点消除后，预估高压主蒸汽温度平均升高

2.66 ℃，稳态工况下平均升高 4.68 ℃。 

蒸汽循环出力在进行剔除异常点前，与机器学

习模型根据训练集历史数据预测的健康值的平均

偏差为–3.95 MW。从测试集数据中将 Transformer

趋势项异常点更新为 LSTM 预测的健康数据，蒸汽

循环出力与预测健康值的平均偏差为–0.99 MW。因

此，将异常偏离预测值的早期故障点消除后，预估

蒸汽循环出力平均升高 1.16 MW；基于稳态工况筛

选后的数据计算结果显示蒸汽循环出力平均升高

2.96 MW。综上论证，将异常点的参数优化至机组

健康水平的预测值能够提升发电厂运行性能。 

2.4 典型故障案例应用 

某电厂余热锅炉的油补燃系统在燃料热值不

足时喷油以提升热量输入，正常停机时喷油器发生

泄漏并积聚在换热器管束表面，高温结焦形成积

碳。后炉内温度导致积碳燃烧产生局部远超正常工

况高温，可致使换热器金属管材强度下降直至爆

管。本模型通过监测余热锅炉壁温测点，可提前发

现异常换热性能下降的问题。图 12 为高压汽包壁

温测点和预测值的偏差分解曲线。由图 12 可见：

从 2023 年 4 月 8 日至 5 月 1 日的数据可以看出，

虽然高压汽包壁温的趋势值曲线在 4 月 9 日出现

过一次显著异常，但是蒸汽循环出力在对应的时间

段无异常或者处于热态停机状态，说明该测点参数

表现出潜在隐患；而在 2023 年 5 月 2 日以后的数

据中，可以明显看到壁温测点数据的趋势项偏离健

康状态约–10 ℃，同时蒸汽循环出力的趋势项偏差

也持续异常，说明该处出现早期故障并排除是单纯

测点漂移，应及时实施专家诊断和人工检查与预先

维护。 
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图 12 高压汽包壁温和蒸汽循环出力运行数据与健康状态

偏差 

Fig.12 Deviations of high-pressure drum wall temperature 

and steam cycle power output operation data from healthy 

state 

3 结  论 

1）LSTM 预测模型对烟气和蒸汽参数的训练和

实时计算的准确性很高，而且 LSTM 时序多参数预

测模型对于小数据、算力有限的情况下能快速部署

推理。针对燃气轮机、汽轮机和再热蒸汽系统构建

的 LSTM 预测模型，其 MAPE 均优于 2%，验证了

机器学习在复杂热力系统建模中的有效性。在异常

诊断环节，随机森林模型在 5 种机器学习方法中表

现最优（MAPE 为 0.21%）。 

2）Transformer 时序无监督检测模型通过将识

别出的异常数据点替换为预测的健康值，系统关键

性能参数得到显著优化。全工况下再热蒸汽温度平

均提升了 1.36 ℃，高压主蒸汽温度平均提升了

2.66 ℃，蒸汽循环出力平均提升了 1.16 MW。通过

计算全局不确定度验证了模型对异常的准确定位。 

3）基于随机森林模型与 SHAP 归因分析，清

晰揭示了异常作用机理，前馈优化策略被实证可有

效提升运行性能。不仅识别出对蒸汽循环出力异常

贡献最大的前 5 个参数（如高压/再热蒸汽温度与压

力），并明确其作用方向均为激化异常；同时揭示了

再热蒸汽温度异常的根本原因是蒸汽流量等参数

的不足健康水平。验证了机器学习方法能够闭环实

现从监测预警到主动优化。 

典型案例应用表明，该模型框架的预警时间早

于传统绝对值报警。通过抑制可控参数异常，直接

提升了设备运行的经济性与安全性。 
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